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Resumo

A seguranca publica é um dos principais pilares para a sociedade, influenciando direta-
mente na qualidade de vida do cidadao. Ultimamente esta drea vem recebendo um grande
foco na questao de investimento, como Ballesteros (2014) diz em seu artigo, grande parte
deste valor vem sendo destinado a automatizacao de processos. Nesse contexto, a tecnolo-
gia entra para dar apoio em diversas atividades rotineiras, tornando-as mais eficientes por
meio de uma melhor gestao de seus recursos. Com isso foi proposto neste trabalho o uso
de algoritmos de aprendizado de maquina, para tipificar de forma automatica ocorréncias
policiais. Foi utilizada uma base de dados com registros policiais e dela foram retiradas
algumas amostras para a realizacdo de validacao. Para essa tarefa foram selecionados os
algoritmos C4.5, CART, KNN, SVM, Rede Neural, Ripper e Random Forest. Os resul-
tados obtidos indicaram que o C4.5 e o Ripper tiveram a melhor acuracia, chegando a
99% em determinados testes. Em um teste a aplicacdo do coeficiente de correlacido de
Matthews e do F1 score chegaram a 0,89 e 0,94 nessa ordem.

Palavras-Chave: 1. Aprendizado de maquina. 2. Ocorréncia policial. 3. Classificacao.



Abstract

Public safety is one of the main pillars for society that directly influence the citizens
quality of life. Lately this area has been receiving a great focus on the investment issue, as
Ballesteros (2014) says his article, much of this value has been destined to process automa-
tion. In this context, technology enters to support various routine activities, making them
more efficient through better management of their resources. With that, it was suggested
in this assignment the use of machine learning algorithms, to automatically typify police
occurrences. It was used a base of data with police records and from it some samples
were taken for validation. For this tests were selected the algorithms C4.5, CART, KNN,
SVM, Rede Neural, Ripper and Random Forest. The results gotten, indicated that the
C4.5 and the Ripper had the best accuracy, becoming until 99% in some tests. In a test,
the application of the coefficient of correlation of Matthews and of F1 score, reached 0.89
and 0.94 in that order.

Keywords: 1. Machine learning. 2. Police report. 3. Classification.
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1 Introducao

Seguranca publica é um tema recorrente, presente na vida de todo brasileiro. Hamada
e Nassif (2018) dizem que os problemas de seguranga publica, apesar de generalizados em
todo o pais, concentram-se nas grandes metrépoles, nas quais grande parte dos crimes sao
cometidos, ocasionando uma sensacao de inseguranca.

Como é dito em Souza (2018), a seguranga publica é vista como um sistema responsével
por adotar agoes que garantam a seguranca da sociedade, mas conforme o aumento na
quantidade de homicidios no Brasil (cerca de 62.517 homicidios, segundo (CERQUEIRA
et al., 2018)), essas agoes tem-se mostrado ineficazes. Neste contexto, encontra-se grandes
desafios voltados para essa area, no qual aspectos como a falta de contingente policial, a
visdo negativa da populagdo e da midia e a remuneragao baixa e desproporcional ao risco
dos agentes da lei colabora para o aumento desses indices.

A seguranca é um direito fundamental garantido pela Constituicao brasileira e deve
ser garantido pelo estado. Spanhol, Lunardi e Souza (2016) dizem que a Constituigao
brasileira de 1988, em seu artigo 5°, apresenta o direito a seguranga como um dos direi-
tos fundamentais, de igual importancia ao direito a vida, a liberdade, a igualdade e a
propriedade. Mas aparentemente atividades cotidianas como transitar em vias ptblicas
tem-se tornado grandes aventuras em determinadas regides do Brasil. Por conta disso
foram criados alguns indicadores para organizar e classificar os intimeros tipos de crimes
contra patrimoénio, a vida e entre outros.

Apos a coleta desses indicadores é feita uma analise pela secretaria de Estado respon-
savel por determinada regiao. Com os dados de todas as regioes coletados é feito um
panorama nacional com uma porcentagem de crimes violentos e letais, sendo as vitimas
em grande parte negras e jovens de acordo com o pardametro homicidio demonstrado pelo
Cerqueira et al. (2016). Nele é apresentado uma estatistica, onde a cada sete jovens as-
sassinados cinco sao negros, e quando essa esfera é reduzida para um ambito regional, hé
um aumento significativo nas proporgoes chegando a 19 negros mortos para cada branco
que sofre homicidio. Ja em roubos e furtos os papéis se invertem, pois os negros sao as
pessoas que mais cometem este tipo de delito. Isso vem de uma cultura onde jovens, com
baixa escolaridade, renda e moradores de periferia veem na criminalidade uma alternativa
a uma vida com poucas oportunidades.

Perante os desafios anteriormente citados, o machine learning destaca-se através da
sua caracteristica de auto aprendizado (com base no conhecimento previamente adquirido
oriundo de uma base de dados de tamanho consideravel), sendo possivel utiliza-lo para
realizar tarefas como identificagao de padroes a partir de fichas criminais, realizar a pre-

di¢do de crimes por meio dos modelos gerados, detectar tendéncias e comportamentos de
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atividades suspeitas.

O uso de machine learning na area ¢é til, pois ele permite a automatizagao de varias
tarefas que sao, normalmente, realizadas por humanos. O seu potencial de uso pode ser
visto a depender de como e onde ele é aplicado. Entre algumas possiveis aplicagoes do
machine learning inclui a filtragem de informagoes tteis, deteccao de invasao e reconhe-

cimento de padroes e imagens.

1.1 Justificativa

Nota-se que, de forma geral, o investimento em tecnologia na drea de seguranca pu-
blica vem aumentando com o passar do tempo. Mas ainda assim nao é suficiente, visto
que Cezar Schirmer! (2017) diz que o Brasil estd muito aquém em novas tecnologias re-
lacionadas a area, pois mesmo com investimentos em cameras e cercamentos eletronicos,
além de outras formas de apoios tecnologicos, as taxas de criminalidades continuam altas.

Segundo Oliveira e Almeida (2018) a execugao dos atos somente por escrito demons-
tra conflito com todos os avangos tecnoldgicos realizados no mundo atual, documentos e
processos vem sendo cada vez mais modernizados, enquanto que o inquérito policial conti-
nua sendo produzido de forma manual tornando-se ineficiente. Visto que a modernizacao
tecnologica vem crescendo cada vez mais na sociedade contemporanea, uma solugao para
contornar essa crescente criminalidade é utilizar a tecnologia para dar apoio, e em alguns
casos, substituir a necessidade de utilizagao de mao de obra em algumas atividades mais
objetivas.

Logo, este trabalho pretende mostrar como o machine learning pode ser inserido no
contexto policial a fim de ajudar na tipificacdo de ocorréncias, visando auxiliar as ativi-

dades dos profissionais da area de seguranca publica.

1.2 Problema

Boletim de Ocorréncia policial é a forma de registrar e detalhar as circunstancias de um
ato, sendo ele criminal ou nao, registrado através de um funcionario publico. Ele impacta
diretamente na seguranca publica ou na manutengdo da mesma. Neste contexto, este
trabalho tem como problema de pesquisa: E possivel realizar a tipificacio automatizada

de uma ocorréncia policial através do uso de machine learning?

L 7° Férum Nacional de Tecnologia e Inovacdo da Seguranca Piblica, que ocorreu em Porto Alegre.
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1.3 Hipodtese

Com base no problema, a seguinte hipétese foi formulada: E possivel realizar a tipifi-

cagao automatizada de ocorréncias policiais utilizando técnicas de machine learning.

1.4 Objetivos

1.4.1 Objetivo Geral

Neste trabalho, apresenta-se como objetivo geral tipificar ocorréncias policiais utili-

zando algoritmos de machine learning.

1.4.2 Objetivo Especificos

Os objetivos especificos definidos para este trabalho sao:
e Gerar o dataset que sera utilizado no trabalho.

Selecionar os algoritmos de machine learning que serao utilizados no trabalho.

e Gerar os modelos de classificagdo que serao utilizados.

Realizar a classificacao.

Avaliar os resultados obtidos.

Este trabalho esta dividido da seguinte forma: a secao 2 é destinada a falar sobre a
revisao de literatura necessaria para a realiza¢ao do projeto. A secao 3 fala da metodologia
que € utilizada. A secao 4 mostra os resultados obtidos durante os experimentos e a se¢ao

5 as consideragoes finais.
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2 Revisao de Literatura

2.1 Machine Learning (Aprendizado de maquina)

O aprendizado de méaquina (AM) utiliza técnicas para permitir que um dispositivo
computacional adquira experiéncia, por meio do conhecimento que ja aprendeu, para
melhorar a sua performance. Ele tem como base as ideias do aprendizado indutivo, que
como Mitchell (1997) diz, é o problema de induzir uma hipdtese que cubra todos os
exemplos positivos e nao cubra nenhum dos exemplos negativos.

Segundo Mitchell (1997) ao longo do tempo em que algoritmos de machine learning
eram criados, foi utilizado embasamento empirico, tedrico ou até mesmo uma combinagao
de ambos. Esses sistemas tém sido desenvolvidos utilizando diferentes paradigmas de
aprendizado, tais como estatistico, conexionista, baseado em instancia, genético e sistemas
de aprendizado simbodlico entre outros.

Segundo Kotsiantis (2007), aprendizado de maquina indutivo é o processo de aprender
um conjunto de regras a partir de instancias. De maneira mais geral é um processo, no
qual é criado um classificador que pode ser usado para generalizar a partir de novas
instancias.

O aprendizado indutivo é implementado por meio de algoritmos que fazem o proces-
samento de determinado conjunto de dados. A partir disso, é possivel extrair modelos
de classificacdo que vao servir de base para dar uma classe a uma instancia nova. O
aprendizado indutivo pode ser dividido em trés partes: aprendizado supervisionado, nao

supervisionado e semi-supervisionado:

e Aprendizado supervisionado (AS): Ocorre quando uma classe é atribuida a instan-
cias de treinamento por meio de um especialista. Ele é dividido em métodos de
regressao e classificagdo. Os métodos de regressao tendem a encontrar a evolugao
de uma varidvel em relacdo as outras. Ja os métodos de classificacdo sao aqueles

que procuram dar uma explicagdo a uma variavel categorica.

e Aprendizado nao supervisionado (ANS): Diferente do AS, o ANS nao envolve o
trabalho de um especialista e, consequentemente, as instancias nao possuem uma

classe atribuida a elas. E mais usado para descobrir relacionamentos em conjuntos
de dados.

e Aprendizado semi-supervisionado (ASS): Une um pouco de ambos AS e ANS, no
qual o algoritmo aprende tanto de dados supervisionados como de nao supervisio-
nados. Tém como maior caracteristica o uso de algoritmos hibridos, que tem como

atributo o méximo uso de medidas de qualidade e recursos para correcao de erro.
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Segundo Mitchell (1997), um entendimento detalhado dos algoritmos de aprendizado
de maquina pode levar também a um melhor entendimento da capacidade (e incapaci-
dade) do aprendizado humano. A praticidade do AM e sua interdisciplinaridade em &reas
como estatistica, inteligéncia artificial, teoria da informagao, dito em Mitchell (1997),
proporciona sua aplicacao para diversas atividades, visando uma maior experiéncia dos
programas para que quando deparado com atividades possa tomar decisoes praticas para
contornar problemas presentes em &areas como inteligéncia articial, probabilidade e es-
tatistica, complexidade computacional, teoria da informacao, psicologia, neurociéncias,

filosofia e etc.

2.2 Algoritmos de classificagao

Algoritmos de classificacdo sao técnicas voltadas para o aprendizado supervisionado
que, segundo Camilo e Silva (2009) sao usados para prever valores de varidveis do tipo

categoricas.

2.2.1 Arvores de Decisdo (Decision Trees)

A arvore de decisao tem o seu funcionamento proximo ao de um fluxograma em formato

de arvore, assim como mostra a figura 1.

Figura 1 — Exemplo de arvore de decisao.
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Fonte: (SEBASTTANI, 2001).

Cada né ¢ a indicagdo de um teste feito sobre determinado valor. Kotsiantis (2007)

fala que cada n6 em uma arvore de decisao representa uma feature de uma instancia a ser
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classificada e cada ramificacao representa um valor que o né pode assumir. Os nos folhas
representam a classe no qual a instancia pertence.

A estrutura da arvore de decisao tem um funcionamento, que com algumas adaptagoes,
pode ser transformadas em regras de classificagdo. Além disso, como é dito em Hall (2000),
o resultado da arvore é uma representacao compacta e de facil interpretacao do conceito de
destino (classe). O uso dessa técnica é bastante popular devido a sua forma simples de ser
aplicada e de sua grande porcentagem de assertividade, mas tem uma grande dependéncia

de uma andalise minuciosa para que possa atingir bons resultados.

2.2.1.1 CART

CART é um algoritmo de classificagao elaborado por Breiman et al (1984) que se tor-
nou uma referéncia para a aprendizagem de maquina. Tém como principal caracteristica
a possibilidade de verificar a relacao entre os dados, ainda que nao seja perceptivel. Ao
final do processo gera arvores do tipo bindria (sim ou ndo). O seu processo é conduzido
de forma automatizada, tendo interferéncia humana em momentos especificos.

Na etapa de crescimento, o critério utilizado para efetuar a divisao dos valores de um
atributo em nés filhos, é a funcao de impuridade. Uma das fungoes de impuridade usadas
é o Indice Gini, que é uma medida que o algoritmo usa para medir a pureza do né. Ao ser
aplicado no problema de maximizacao da fase de crescimento, o Gini é dado pela formula

descrita na figura 2,

Figura 2 — Indice de gini aplicado no CART.

K K K
Ai(t) = =3 p(klty) + P Y pPk[t) + PYpP(klt,)
k=1

k=1 k=1
Fonte: (TIMOFEEV, 2004).

no qual £, [, K representa o indice da classe e p(k | t) indica a probabilidade condicional
da classe k desde que esteja no né t. Se for zero, entao o né é puro, senao quanto mais
proximo estd de um, mais impuro o né é. O Gini busca pela classe maior, e entao isola-a
do resto dos dados.

Por meio desse processo de divisao, o algoritmo faz a arvore crescer o maximo possivel
até que nao seja mais possivel dividir os nés, ou seja, até que o indice de pureza do no
seja 0 mais proximo de zero (né puro).

Apo6s o crescimento da arvore é realizado a poda para melhorar o resultado da classi-
ficagao. Ele é feito por meio da medida de custo complexidade descrita na figura 3.

R, (T) é o custo da amostra de treinamento da arvore, |T| é o nimero de nds terminais
na arvore e o ¢ uma penalidade imposta a cada né. Caso « seja zero, o custo de com-

plexidade minimo da arvore é a maior possivel. A partir do né raiz é feito o processo de
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Figura 3 — Medida custo complexidade.

R.(T) = R(T) + a(T) — min
Fonte: (TIMOFEEV, 2004).

poda para encontrar subarvores candidatas. Se o custo destas for menor que o da arvore
original, é repetido o processo de poda em um outro caminho da arvore original, até que
encontre a subarvore que trard melhor resultado. A poda serve para reduzir o tamanho

da arvore por meio da remocao de se¢coes menos importantes para a classificacao.

2.2.1.2 C4.5

O C4.5 é um algoritmo de classificacao para a construcao de arvores de decisdo. Foi
elaborado por Quinlan (1993 apud QUINLAN, 1996) sendo ele uma extensao do ID3,
que é um outro algoritmo de arvore de decisao proposta também por Quinlan (1986). Ele
permite que seja gerado um conjunto de regras para classificacdo a partir de sua arvore. A
divisdo binaria nao é uma obrigatoriedade no C4.5. Os resultados dos experimentos feitos
no estudo de (LIM; LOH; SHIH, 2000) mostram que o C4.5 possui uma boa combinagao
entre taxa de erro e velocidade.

O C4.5 é um algoritmo de divisao e conquista. Segundo Quinlan (1996) para efetuar
a divisao em um conjunto de casos D, o C4.5 efetua um conjunto de testes e entao é

escolhido um para maximizar o splitting criterion. Os testes realizados sdo:

e A =7 para um atributo discreto A, com um resultado para cada valor de A.

e A < t para um atributo continuo A, com dois resultados, verdadeiro e falso. Para
encontrar o limiar t que maximiza o critério de divisao, os casos em D sao clas-
sificados a partir de seus valores do atributo A para fornecer valores distintos or-
denados v, v, ...,vy. Cada par de valores adjacentes sugere um limiar potencial
t = (v; +v; + 1)/2 e uma partigdo correspondente de D. O limite que produz o

melhor valor do critério de divisao é entao selecionado.

O splitting criterion usado pelo algoritmo é o gain ratio, que é uma medida baseada
em informagao. Antes, é necessario obter a informacao da incerteza residual sobre a classe

a qual um caso em D pertence, como ¢ definida na figura 4.
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Figura 4 — Férmula de info(D).

C
Info(lD) = — Z p(D, j) x logy(p(D, 7))
j=1

Fonte: (QUINLAN, 1996).

C denota o numero de classes, p(D, j) a proporgao de casos em D que pertencem a
classe jth. As informacoes correspondentes obtidas por um teste 7' com k resultados é

mostrado na férmula da figura 5.

Figura 5 — Formula de gain.

2
D

I
Gain(D,T) = Info(D) = x Info(D;) .
1=1

Fonte: (QUINLAN, 1996).

Com base na informagao obtida, que é muito afetada pelo nimero de resultados, a
informacao que retorna da funcao do split, descrita na figura 6, tende a aumentar com o

numero de resultados de um teste.

Figura 6 — Formula split.

F‘-u
| 1;

. | ;|
Split(D,T) = =Y —- x log, ( )
= D e

Fonte: (QUINLAN, 1996).

O critério gain ratio avalia a conveniéncia do teste a partir da razao entre o ganho
de informagao e a informagao dividida. A taxa de ganho de todos os testes possiveis
¢ determinada, e entre aqueles com pelo menos um ganho médio, a divisdo com taxa
maxima de ganho ¢é selecionada.

Quinlan (1993 apud QUINLAN, 1996) em seu livro diz que a performance do C4.5
acaba sendo menor ao ser executado em dominios que possuem maior quantidade de
atributos continuos tendo preferéncia a atributos discretos.

Segundo Mitchell (1997), o C4.5 calcula sua estimativa pessimista calculando a preci-
sao da regra sobre os exemplos de treinamento aos quais ela se aplica, calculando o desvio

padrao nessa precisao estimada assumindo uma distribuicao binomial.
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2.2.2 Rede neural (Neural Networks)

Rede neural é um modelo de aprendizado de maquina, que se assemelha ao cérebro
humano por ser baseado em sua estrutura e funcionamento. Esse algoritmo implementa
uma rede neural artificial, permitindo o aprendizado apds a insercao de novos dados.

Uma rede neural pode ser representada com entradas e saidas contendo ligagoes, pe-
sadas inicialmente de forma aleatéria, e sdao intermediadas com camadas que possuem
uma determinada quantidade de neuronios em cada uma delas. Os pesos sao ajustados
durante o aprendizado para poder classificar de forma correta o objeto.

Esta técnica tem uma necessidade de treinamento complexo, pois o periodo de treina-
mento é muito longo. A vantagem de usar a rede neural é que ela trabalha para nao ter

valores errados e conseguir resolver padroes que nunca foram apresentados ou treinados.

Figura 7 — Representagao de um perceptron.

n
1if & w0
0= =0 [ S
-1 otheryise

Fonte: (MITCHELL, 1997).

Como é representado na figura 7, um perceptron é um tipo de aplicacao de rede neural
e o seu funcionamento é descrito por Mitchell (1997) como uma fungdo que a partir de
um vetor de entradas de valor real calcula uma combinagao linear delas. Caso o resultado

for maior que o limiar, entao gera o valor 1, se nao gera o valor -1.

Figura 8 — Exemplo de um problema linear-
mente separavel.

Separating Line
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Fonte: (WIDROW; LEHR, 1990).
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Kotsiantis (2007) diz que os perceptrons podem apenas classificar conjuntos de instan-
cias linearmente separaveis, como na figura 8. Caso uma linha reta ou plano puder ser
desenhado para separar as instancias de entrada em suas categorias corretas, Entao elas
serao linearmente separaveis e o perceptrons encontrara a solucao. Se as instancias nao
forem linearmente separaveis, o aprendizado nunca chegara a um ponto, em que todas as

instancias sejam classificadas corretamente.

2.2.3 K Nearest neighbor(KNN)

KNN é um método de classificacao baseado em instancias. Ele fornece o rétulo que é
mais frequentemente usado entre as amostras préoximas utilizando um esquema de votacao.
Ele define quais amostras estao mais préoximas pelo calculo de distancia entre as instancias
de teste e treinamento. Assim como Mitchell (1997) diz em seu livro, o algoritmo é
adaptado para aproximar as fungoes de destino de valor continuo, entao calcula o valor
médio dos k exemplos de treinamento mais préximos, em vez de calcular seu valor mais

comuim.

Figura 9 — Formula da distancia Eucli-
diana.

- 172
Euclidean: D[:I,.‘L':I=[ E|x§ — ¥ |2 J

i=1

Fonte: (KOTSIANTIS, 2007).

As férmulas mais comumente usadas sao as distancias euclidiana, como é mostrado
na figura 9, e manhattan. Kotsiantis (2007) diz que o KNN localiza as k instancias mais
proximas da instancia de consulta e determina sua classe identificando o rétulo de classe
mais frequente.

Uma desvantagem deste algoritmo é o seu consumo computacional, ja que para cada
instancia nova (sem classe) é aplicado a formula de distdncia em cada uma das instancias
de treinamento. Uma outra desvantagem é que o KNN tem dificuldades para classificar

uma instancia nova, quando o conjunto de dados possui um niimero grande de variaveis.

2.2.4 Support Vector Machines(SVM)

Apesar do SVM ser uma técnica relativamente nova, tém demonstrado altos niveis
de assertividade trabalhando com modelos nao lineares complexos, enquanto concebe
modelos de simples interpretacao, além da facilidade para a utilizagao de modelos lineares

e nao lineares. Segundo Hsu, Chang e Lin (2003), o objetivo deste algoritmo é produzir
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um modelo a partir dos dados de treinamento, que prevé os valores alvo dos dados de
teste por meio apenas de seus atributos.

O SVM é baseado no principio de Minimizacao de Risco Estrutural que tem como ideia
encontrar uma hip6tese h para que possa garantir o menor erro verdadeiro. Noble (2006)
em seu artigo diz que para entender a esséncia da classificagio SVM nao ¢é necessario ler
uma equagao, basta compreender quatro conceitos bésicos: a separagao do hiperplano, o
hiperplano de margem maxima, a margem flexivel e a fungdo do kernel.

A separacgdo do hiperplano é uma linha que separa uma amostra de outra, ou seja,
¢ basicamente uma linha reta em um espago de alta dimensao, como mostra a figura
10. No hiperplano de margem maxima, o seu objetivo é identificar uma linha que separe
uma amostra de outra neste espago bidimensional, para isso o SVM seleciona a margem
maxima que separa o hiperplano. Isso permite a maximizagao da capacidade de predicao

de uma instancia nova.

Figura 10 — Exemplo de classes linearmente sepa-
raveis.

Espago de entrada Espago de caracteristica Espaco de entrada
RP R4 RBP

o

Dados inearmanta ndo-sapardveis Dados linearmente separéveis A projecéo do hiperplana de decisio

no espago de entrada no espago de caracteristica de Y em K" fornece uma curva néo-linear

Fonte: (PADULA et al., 1999).

O soft margin é usado para lidar com os erros nos dados. Ele permite que alguns
pontos de dados percorram a margem do hiperplano de separacao sem afetar o resultado
final.

Figura 11 — Funcgoes kernel.

Kernel Equation

Linear K(x,y)=x-y

Sigmoid K(x,y) = tanh(ax.y + b)
Polynomial K(x,y) = (1+x-y)?
KMOD x.y) = alexp (k) — 1]
RBF K(x,y) = exp(—allx - y|]*)
Exponential RBF K(x,y) = exp(—allx —y||)

Fonte: (CHOU, 2010).

A funcao kernel serve para evitar um problema, quando o soft margin nao é suficiente

para separar duas amostras, com a insercao de uma dimensao extra. Uma boa classificacao
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depende da escolha da funcao kernel. Algumas dessas fungoes sao mostradas na figura
11.

2.2.5 Random Forest

O Random forest é um algoritmo que utiliza classificadores do tipo arvore por meio
da técnica ensemble. Essa técnica é formada por um conjunto de classificadores que sao
treinados de forma individual, e apds sua finalizacdo suas decisoes sao combinadas. Se-
gundo Sirikulviriya and Sinthupinyo (2011) o uso de varios classificadores com o ensemble
resulta em uma maior acuracia do que o uso de apenas um classificador dado o mesmo
conjunto de dados.

Segundo Breiman (2001) ha duas razoes para usar o bagging no random forest. A
primeira é para aumentar a precisao quando se usa features aleatorias e a segunda é que
ele prové estimativas continuas do erro de generalizacao do ensemble de arvores, bem como
estimativas para a resisténcia e correlagdo. Bagging é definido por Breiman (1996) como
um método para gerar varias versoes de um preditor e usa-los para obter um preditor
agregado.

Sirikulviriya and Sinthupinyo (2011) diz que o Random Forests classifica a instancia
simplesmente combinando todos os resultados de cada uma das arvores na floresta. Esses
resultados, segundo Lopes et al. (2017) sao obtidos por meio de um sistema de votagao
utilizando os componentes preditores presentes nas classes escolhendo a que teve o maior
numero de votos recebidos.

O algoritmo faz a classificacdo de uma instancia nova, com base em um conjunto de

treinamento, por meio da fun¢ao de margem, descrita na figura 12.

Figura 12 — Funcao de margem.
me(X,Y)=av(hy(X)=Y) - nm).xuml(iu(Xl =)
i#
Fonte: (BREIMAN, 2001).

hy. representa um conjunto de classificadores, X,Y a distribuigdo do vetor aleatoério pelo
qual o conjunto de treino é sorteado aleatoriamente e I representa a funcao do indicador.
A funcdo de margem serve para indicar o quanto que a média de votos para a classe
correta supera os votos para as outras classes gerando maior confianga na classificagao.

Segundo Breiman (2001) para um grande ntiimero de arvores, o algoritmo segue a Lei
Forte dos Grandes Numeros que resulta no teorema, mostrado na figura 13, que diz “As

the number of trees increases, for almost surely all sequences 1,..., PE* converges to:*

! Em traducédo livre: A medida que o niimero de 4rvores aumenta, para quase com certeza todas as

sequéncias 1, ..., PE* converge para
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Figura 13 — Férmula teorema do Random Forest.

Pxy(Po(h(X,®)=Y)-max Pu(h(X,0) = j) <0)
J#Y
Fonte: (BREIMAN, 2001).

PE* representa a generalizacao de erro que é definida pela férmula mostrada na figura
14.

Figura 14 — Férmula generalizacao de
erro.

PE® = Py y(img(X.Y) = 0)

Fonte: (BREIMAN, 2001).

2.2.6 RIPPER

O algoritmo Ripper foi criado por Cohen (1995), apds serem realizadas modificagdes a
partir de uma andlise do algoritmo incremental reduced error pruning (IREP). As regras
do algoritmo sao formadas a partir da repeticdo dos processos de crescimento e poda. A
figura 15 mostra a comparacao entre uma arvore de decisao(C4.5), as regras extraidas do

C4.5 e as regras do Ripper.

Figura 15 — Exemplo de regras do Ripper.

" Give Cd.5rules:
Birth? {Give Birth=No, Can Fly=Yes) — Birds
. ' {Give Birth=Mo, Live in Water=Yes) — Fishes
e o {Give Birth=Yes) — Mammals

: \ {Give Birth=MNa, Can Fly=No, Live in Walar=Ne) — Repliles
Marmmals Live In
Water?

o - RIPPER:
iLive in Water=Yas) — Fishes

{ } = Amphibians

Sometimes iHave Legs=Mo) —» Reptiles

(Give Birth=Mo. Can Fly=No, Live In Water=No)
- Reptiles

(Can Fly=Yes Give Birth=Ma) — Birds

Fishes Amphibians Can
Fly?

Yoo Mo () — Mammals
Birds Reptiles

Fonte: (LANZI, 2007).
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Kotsiantis (2007) diz que na fase de crescimento é necessario ajustar os dados de
treinamento por meio da limitacao das regras, enquanto que na fase de poda essa limitagao
ajuda a evitar o overfitting. Overfitting é quando um classificador ajusta-se tdo bem aos
dados de treinamento que acaba tornando-se ineficaz em classificar uma instancia nova,
diminuindo o desempenho do classificador.

Uma modificacao feita foi o desenvolvimento de um novo método para a otimizagao
de um conjunto de regra. Para isso Cohen (1995) diz que cada regra é considerada uma
por vez: primeiro R; depois Ry na ordem em que foram aprendidas. Para cada regra R;,
duas regras alternativas sao construidas. A substituicdo para R; é feita pelo crescimento,
e em seguida, pela remoc¢ao da Regra R}, no qual a poda é guiada para a minimizagao do

erro do conjunto de regras Ry, ..., R}, ..., Ry nos dados de poda.

2.3 Descoberta de conhecimento

O KDD consiste num conjunto de tarefas consecutivas, como é mostrado na figura 16,
no qual a partir de uma base de dados é gerado “conhecimento”. Para Fayyad, Piatetsky-
Shapiro e Smyth (1996), essas tarefas sio compostas por nove etapas: identificacao do
objetivo do KDD; selecao dos dados; pré-processamento e limpeza dos dados; transfor-
macao dos dados; especificacdo método de mineracdo de dados; analise exploratéria e a
selecdo de modelos; mineragao de Dados (Data Mining), interpretacao e avaliagdo dos

resultados e aplicagdo do conhecimento.

Figura 16 — Exemplificacao das fases do processo KDD.

Interpretation |
Evaluation

( Drata Mining )
Preprocessing I
D Patterns
@ Transformed

Preprocessed Data Drata
H Target Date

Fonte: (FAYYAD; PIATETSKY-SHAPIRO; SMYTH,1996).

Com o avango das tecnologias as bases de dados tem volumes absurdos, gerando uma

enormes dificuldades de interpretd-los de forma manual, constituindo assim a necessi-
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dade de automatizar este processo de forma inteligente. Estas etapas tem como objetivo

transformar os dados armazenados em conhecimento. As fases do KDD sao:

1. Identificacao do objetivo do KDD

Segundo Fayyad; Piatetsky-Shapiro e Smyth (1996), a primeira fase é voltada para
entender o dominio da aplicacdo e o conhecimento prévio relevante, para assim

identificar o objetivo do processo do KDD por meio do ponto de vista do cliente.

2. Selecao dos dados

Na selecao de dados sao apresentados os dados que irao sofrer uma sele¢ao a fim de

obter resultados mais relevantes e tteis para todo o processo.

3. Pré-processamento e Limpeza dos dados

A etapa de pré-processamento funciona como uma espécie de faxina para os dados,
nela retira-se o que é irrelevante para o processo e seleciona os atributos impor-
tantes, o que é mais comum de se verificar sdo informacoes ausentes, erradas ou

inconsistentes.

4. Transformacao dos dados

Na transformacao ou formatagao, os dados gerados pela fase anterior sdo rearruma-

dos de forma que sejam interpretados facilmente na fase seguinte.

5. Especificagdo método de mineracao de dados

Fayyad, Piatetsky-Shapiro e Smyth (1996) dizem que essa fase é destinada para
a combinagao dos objetivos do processo de KDD, definidos na primeira fase, com
um método especifico de mineragao de dados, como por exemplo sumarizagao e

classificacao.

6. Analise exploratéria e a selecdo de modelos

A sexta é para a analise exploratoria e a selecdo de modelos e hipdteses, no qual é
escolhido o algoritmo de mineragao de dados e selecionado o método a ser utilizado

para pesquisar padroes de dados.

Esse processo inclui decidir quais modelos e parametros podem ser apropriados e
combinar um método de mineracao de dados especifico com os critérios gerais do

processo KDD.

7. Mineracao de dados

O termo mineracao de dados tem uma certa interdisciplinaridade que varia em cada
area de atuacdo, mas apesar de diversas definicbes o mesmo tem como objetivo a
extracao de conhecimento de forma automatica, com o auxilio de diversas ferra-

mentas para a execucao de algoritmos de mineragao, mas com necessidade de apoio
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humano. Mesmo com esta limitacdo, a mineragao oferece uma contribui¢do con-
sideravel gerando a possibilidade dos analistas darem prioridade ao trabalho mais

significativo.

Fayyad, Piatetsky-Shapiro e Smyth(1996) dizem que a mineragdo de dados tem

métodos que foram testados e experimentados. Sao eles:

e Descricio: E o trabalho utilizado para apresentar e explicar inclinacoes a pa-
droes demonstrados pelos dados. A descricao utiliza-se de suas caracteristicas
para apresentar possiveis interpretagoes aos resultados gerados. Comumente
usada com o apoio de diversas técnicas da area de analise exploratoria a fim

de verificar a atuacao de variaveis nos resultados apresentados.

e (Classificacao: Tem como objetivo a identificacao de cada registro e determinar
a qual classe o mesmo pertence. Utilizando o modelo de aprendizagem super-
visionada, ocorrera a analise dos registros disponibilizados. Apds a finalizagao
da analise e com todos os registro classificados pode-se dizer que a maquina

adquiriu um determinado “conhecimento”.

e Estimacado ou Regressao: A estimagao detém uma certa similaridade com que
é apresentado na classificagdo, mas com a diferenca de ser usada quando o
registro é apresentado em valor numérico e nao categérico, possibilitando assim
predi¢do de um valor de uma determinada variavel utilizando o conhecimento

das demais.

e Predicao: A atividade de predi¢ao tem como objetivo, por meios de analises,
tentar descobrir qual serd o valor futuro que o atributo podera chegar. E
possivel que alguns métodos de classificacao e regressao possam ser utilizados

para gerar uma predicao.

e Agrupamento: O agrupamento tem como objetivo a aproximagcao de registros
que sao semelhantes. Um cluster, que é a forma de denominacdo de uma
colegao de registros que sao similares, faz a juncao dos registros equivalentes
e os afasta das demais cole¢bes. Esta tarefa nao é igual a classificacao, pois
nao se tem a necessidade de categorizagao prévia dos registros, ou seja, segue o
modelo de aprendizagem nao supervisionada. Além de nao ter como objetivo
a classificagao, predicao ou estimativa de valor de nenhum tipo de registro ou

varigvel.

e Associacdo: A associacao tem como objetivo verificar quais propriedades tem
relagao com outros atributos. Um exemplo mais comum é a cesta de compras,
onde é identificado quantas vezes uma combinacao de produtos é levada pelo

consumidor final.

8. Interpretacao e avaliacdo dos resultados
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A dltima etapa do KDD consiste na interpretagao das regras e na avaliacdo das
mesmas. Apods o processo de interpretacao tera a possibilidade do surgimento de
padroes, relacionados a informacao dos dados, que poderao ser aproveitadas para

pesquisas, otimizagao dentre outras possibilidades.

9. Aplicagao do conhecimento

A 1ltima fase é para a atuacao sobre o conhecimento que foi descoberto, ou seja, a
aplicacao desse conhecimento, seja de forma direta ou em um sistema. Além disso,
é possivel fazer a resolucao de conflitos entre o conhecimento recém extraido e os

que ja foram extraidos.

2.4 Classificacao de texto

Categorizagao de texto é uma técnica de descoberta de conhecimento, que tem como
objetivo o estudo de métodos que auxilie a manipulacao de textos de forma eficiente
fazendo a classificacao de documentos sobre um conjunto de categorias predefinidas. Se-
gundo Sebastiani (2001), a mineracao de texto é utilizada mais para indicar tarefas, que
a partir da andlise de grandes quantidades de texto e da deteccdo de padroes, extrai
algumas informagoes tteis.

Sebastiani (2001) diz que a categorizacao de texto atribui um valor booleano a cada
par (d;,c;) D z C, no qual D é um dominio de documentos e C' = ¢y, ..., ¢j¢| € um conjunto
de categorias (ou rétulo, classe) predefinidas. Um valor de T designado para (d;,c;)
indica uma decisao de arquivar d; em ¢;, enquanto que um valor F' indica uma decisao
de nao arquivar d; em ¢;. Ele busca aproximar a funcao alvo desconhecida ¢: Dz C—
{T, F'}, que descreve como os documentos devem ser classificados, por meio da funcao
¢: Dz C— {T,F} chamado de classificador (ou modelo), tal que ¢ e ¢ “coincidem tanto
quanto possivel”.

Antes de classificar um texto é necessario mapear o conteudo dele, por meio de um
processo de indexagao, para aplicar a um documento de treinamento, validagao ou teste.
A representacao de um texto dependera da forma como ele sera separado em unidades sig-
nificativas (seméntica lexical) e das regras da linguagem natural necessarias para realizar
a combinagao dessas unidades (semantica composicional).

Na classificagao de texto a seméantica composicional é, frequentemente, desconsiderada.
Desta forma, um texto é normalmente apresentado como um vetor de pesos de termo d;=
(wyj, ..., w|T|j), onde T é o conjunto de termos (as vezes chamados de features) que
ocorrem pelo menos uma vez em pelo menos um documento e 0 < wy; < 1 mostra o
quanto que o termo wy; contribuiu para a semantica do documento.

H& diferentes abordagens com maneiras diferentes de entender o que é um termo e

maneiras diferentes de calcular pesos de um termo. Normalmente para o primeiro caso
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é utilizado a identificagdo de termos por palavras. Isso é chamado de bag of words. Um
problema que a classificacao de texto enfrenta é a alta dimensionalidade do espaco de

termos gerado pela grande quantidade de termos que precisam ser processados.

2.5 Trabalhos Correlatos

Em relagao aos trabalhos correlatos, Tripathy; Agrawal; Rath (2016) usou o modelo n-
gram para realizar a classificacao de textos com intuito de identificar sentimentos com base
nas analises de filmes do site IMDb separando-as nas classes: positivo, negativo e neutro.
O dataset utilizado, proveniente do banco de dados do IMDb (2011), é composto por
12.500 revisoes de teste e de treino positivamente rotuladas. Da mesma forma, existem
12.500 revisoes de testes e de treino com rétulos negativos. Entre os algoritmos que
foram utilizados inclui o Naive Bayes (NB), Maximum entropy (ME), Stochastic gradient
descent (SGD) e Support Vector Machine (SVM), desses s6 o SVM foi utilizado para a
experimentagao proposta no trabalho de tipificagao de ocorréncias policiais. Além disso,
utilizaram como parametro de desempenho a precisao, recall, f-measure e acuracia. Para
o trabalho de tipificar ocorréncias policiais a tinica diferenca na utilizagdo da classificacao
de texto é o objetivo da classificacao.

Ja Kowsari; Brown; Heidarysafa (2017) apresentam uma nova abordagem de classi-
ficagdo de texto, que foi chamada de Hierarchical Deep Learning for Text classification
(HDLTex), no qual emprega pilhas de arquiteturas de deep learning para lidar tanto com
o aumento do nimero de documentos, quanto com o aumento do ntimero de classes. Para
a base da implementagao, eles utilizaram algoritmos de aprendizado profundo como o
DNN (Deep Neural Networks), CNN (Convolutional Neural Networks) e o RNN (Recur-
rent Neural Network). Nenhum algoritmo apresentado nesse trabalho foi utilizado para a
tipificacdo de ocorréncia policial. Este trabalho foi utilizado para adquirir conhecimento
e experiéncia para a execucao da classificacao de texto em ocorréncias policiais.

Xu; Yang (2017) propoem uma nova abordagem para a classificacdo de texto mul-
tilingue utilizando o CLTC. Ele é baseado em corpus paralelo e foca na reducao das
correspondéncias dominio / distribuigao. Para isso, eles realizaram experimentos em dois
conjuntos de dados CLTC de referéncia, tratando o inglés como idioma de origem e ale-
mao, francés, japonés e chinés como os idiomas de destino nao rotulados. O algoritmo de
classificagao utilizado foi o CNN. Este trabalho foi estudado com o intuito de entender

melhor a utilizagao da classificacdo de texto para executa-lo de forma precisa.
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3 Metodologia

No desenvolvimento deste projeto foi usado o ambiente computacional estatistico R
versao 3.5.1 em conjunto com a IDE Rstudio versao 1.2.1335 em uma méquina com 8
cpus e 52 GB de memoéria RAM. Para realizar a predicao dos dados foram escolhidos os
algoritmos mais indicados e mais comumente usados na classificacao de texto, segundo
Sebastiani (2001): C4.5, K-nearest neighbors (KNN), Support Vector Machine (SVM),
Rede Neural, Repeated Incremental Pruning to Produce Error Reduction (Ripper), Naive
Bayes, iterative Dichotomiser 8 (ID3) e foram escolhidos os seguintes algoritmos a partir
de experiéncia pessoal: Classification and regression trees (CART), Random Forest, Re-

gressao logistica. Na implementagao dos algoritmos foram aplicados os seguintes pacotes:

e quanteda (versao 1.4.3): Usado para implementar a classificagao de texto.

e rpart (versdo 4.1-13): Usado para implementar o algoritmo CART.

e ¢1071 (versdo 1.7-0): Usado para implementar o algoritmo SVM.

e class (versao 7.3-14): Usado para implementar o algoritmo KNN.

e nnet (versao 7.3-12): Usado para implementar o algoritmo Rede neural.

e randomForest (versao 4.6-14): Usado para implementar o algoritmo Random forest.

e RWeka (versao 0.4-40): Usado para implementar os algoritmos Ripper e C4.5.

O Conjunto de dados ¢é voltado para ocorréncias policiais. Ele é formado por 465.376
exemplos e 17 atributos, sendo eles nomeBairro, Sexo, dataNascimento, ocupacao, graulns-
trucao, estadoCivil, religiao, cutis, orientacaoSexual, motivagao, anoOcorrencia, nomeMu-
nicipio, natureza, contadorVitima, contadorAutor, contadorComunicante e historicoFato
nessa ordem, dividindo-se em categoéricos e numéricos. A classe desta base é o atributo
natureza que contém 381 valores distintos relacionados aos tipos de crimes ou infragoes pe-
nais cometidos. Como o atributo historicoFato contém uma descri¢cao de cada ocorréncia,
como é mostrado na tabela 1, foi necessario a execucao de um algoritmo de classificacao
de texto, mas devido a limitagdo da maquina usada, nao foi possivel utilizar o conjunto
de dados inteiro por causa da quantidade de varidveis geradas apds a execucao da clas-
sificacao de texto, pois o Rstudio ndo conseguia alocar na memoria o dataset resultante.

Foi entao necessario utilizar amostras com uma quantidade reduzida de exemplos.
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Tabela 1 — Exemplo de texto do atributo historicoFato.

INFORMA O COMUNICANTE QUE, EM HORARIO, DATA E LOCAL JA CITADOS,
ENCONTRAVA-SE OCUPANDO O COLETIVO DA EMPRESA BOA VIAGEM,
QUE PERCORRIA A LINHA ALTO DE COUTOS / PITUBA.

ALEGA, O COMUNICANTE, QUE, AGUARDAVA, NO PONTO, O
TRANSPORTE COLETIVO, QUANDO, DE REPENTE, FOI ABORDADO,
POR UM ELEMENTO, ARMADO DE REVOLVER.

ALEGA, A COMUNICANTE, QUE FOI VITIMA DE AGRESSAO
COM MURROS POR PARTE DE SEU EX COMPANHEIRO DE QUEM
JA ESTA SEPARADA HA 08 (OITO) MESES E O MESMO NAO ACEITA.

Fonte: Compilacao do autor.

Foram utilizadas amostras com instancias selecionadas do dataset original tanto de
forma sequencial (as primeiras instancias sequencialmente) como de forma aleatéria. Elas
tinham cerca de 1800 instancias, com os 16 primeiros atributos e com a classificagao de
texto do historicoFato, que gerou um adicional de 8749 atributos para a amostra selecio-
nada de forma sequencial e, em média, 14000 para a amostra aleatéria. A quantidade de
classes nas amostras variavam de 68 a 96 classes distintas e a tabela 2 mostra exemplos

de algumas delas que foram selecionadas.

Tabela 2 — Algumas da classes contidas nas amostras.

FURTO QUALIFICADO HOMICIDIO
VIOLACAO DE DOMICILIO DIFAMACAO
FURTO DE VEICULO INJURIA
HOMICIDIO QUALIFICADO DANO QUALIFICADO
EXTORSAO "SEQUESTRO RELAMPAGO" | APROPRIACAO DE COISA ACHADA
ABANDONO DE INCAPAZ USO DE DOCUMENTO FALSO
RECEPTACAO CORRUPCAO ATIVA
ROUBO LESAO CORPORAL CULPOSA

Fonte: Compilagao do autor.

Para a validagdo do modelo é utilizado a técnica Hold Out, no qual o dataset é dividido
numa propor¢ao de 70% para o treinamento e 30% para testes, para que a predicao nao
gere resultados falsos (Querfitting). A métrica utilizada na avalia¢do dos resultados foi a

acuracia,pois indica a taxa de acerto da predi¢ao em relacao ao valor verdadeiro.

3.1 Pré-Processamento

No pré-processamento do dataset, inicialmente foi realizado a classificacao de texto do
atributo historicoFato. Nele, apos dividir os termos por palavras, foi feito o tratamento de

dados com a remocao de pontuacao, nimeros, simbolos, separadores e hifens. Além disso,
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foi removido também as stopwords (palavras de parada) relacionadas a lingua portuguesa.

Em seguida foi realizado o tratamento dos NAs (missing values/valores ausentes), como

¢ demostrado na figura 17.

Figura 17 — Parte do dataset sem pré-processamento.

20

Fonte: Compilacao do autor.

nomeBairro

BARRA

PITUACU

LOBATO

SAQ CRISTOVAQ AEROPORTO

SAD CRISTOVAQ AEROPORTO

COSME DE FARIAS
Itapua
Pituba
pituba

AMARALINA

PITUBA

ITAIGARA

CAMINHO DAS ARVORES
PITUBA

PITUBA

PITUBA

PITUBA

Itapua

Pituba

SEXO

MASCULING

MASCULING

MASCULING

MASCULINO

MASCULING

MASCULING

FEMINING

FEMINING

MASCULING

FEMINING

MASCULING

MASCULING

MASCULING

MASCULING

MASCULING

MASCULING

FEMINING

MASCULING

MASCULING

MASCULING

dataNascimento
1935-02-06 00:02:00.000

1981-11-08 00:00:00.000

1989-03-23 00:00:00.000

1988-03-31 00:00:00.000

1981-08-01 00:00:00.000
1952-08-03 00:00:00.000
1989-09-15 00:00:00.000

19693-05-06 00:00:00.000

1972-10-06 00:00:00.000

1969-07-15 00:00:00.000

1979-06-23 00:00:00.000

1975-03-27 00:00:00.000

OCUpacan graulnstrucao
COMERCIARID 3 grau incompleto
VENDEDOR 1 grau completo
POLICIA CIVIL 2 grau completo
IGNORADA Alfabetizado
IGMORADA Alfabetizado
OUTRAS 2 grau incompleto
ARTESAC 2 grau completo
ESTUDAMNTE 2 grau completo
COMERCIANTE 3 grau incompleto
ADVOGADD 3 grau completo
3 grau completo
AUXILIAR OPERADCR 2 grau completo

FUNCIONARIO PUB MUNICIPAL

estadoCivil
CASADO
SOLTEIRO
SOLTEIRO
SOLTEIRO
SOLTEIRO
SOLTEIRO
CASADO
SOLTEIRO

CASADO

DESQUITADO
SEPARADO
SOLTEIRO

SOLTEIRO

Como é mostrado na figura 18, ja que os NAs estao localizados em atributos categori-

cos, eles foram substituidos pela moda de cada atributo a qual pertencem. Em seguida,

para padronizar os dados, foi removido os acentos das palavras e elas foram colocadas em

caixa baixa.
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Figura 18 — Parte do dataset com pré-processamento.

- _
nomeBairro

20

jardim cruzeiro
nesta

nesta

nesta

nesta

ondina

nesta

caminho das arvores
ondina

jardim limoeiro
jardim limoeiro
centro

centro

boca da mata
centro

centro

vale das pedrinhas
amaralina

aguas claras

massaranduba

SEXO

masculing

masculing

masculing

masculing

masculing

feminino

masculing

feminino

feminino

feminino

masculino

masculino

masculino

feminino

masculino

masculino

femining

masculing

masculing

femining

dataMascimento

1986-08-20 00:00:00.000

1992-01-13 00:00:00.000

1974-10-25 00:00:00.000

1959-03-30 00:00:00.000

1993-12-19 00:00:00.000

1964-08-16 00:00:00.000

1995-01-01 00:00:00.000

1950-08-21 00:00:00.000

1967-04-06 00:00:00.000

1988-02-12 00:00:00.000

1964-08-16 00:00:00.000

1964-08-16 00:00:00.000

1958-11-24 00:00:00.000

1977-07-15 00:00:00.000

1952-07-25 00:00:00.000

1964-08-16 00:00:00.000

1968-01-05 00:00:00.000

1962-05-28 00:00:00.000

1964-08-16 00:00:00.000

1964-08-16 00:00:00.000

Fonte: Compilagao do autor.

ocupacao
outras

gjudante de pedreiro
ignorada

ignorada

ignorada

estudante

ignorada

aposentado
empregado domestice
outras

vigilante

estudante

comerciante

gerente de empresa
feirante

estudante

auxiliar administrativo

funcionario pub estadual

estudante

do lar

graulnstrucao

2° grau complete
12 grau incompleto
alfabetizado

12 grau incompleto
12 grau incompleto
12 grau incompleto
alfabetizado

3° grau complete
19 grau incompleto
19 grau completo
alfabetizado

1° grau incompleto
1° grau incompleto
3° grau incompleto
27 grau completo
1° grau incompleto
27 grau complete
pos-graduados

12 grau incompleto

alfabetizado

estadoCivil
solteiro
solteiro
solteiro
solteiro
solteiro
solteiro
solteiro
viuvo
solteiro
amigado
solteiro
solteiro
solteiro
casado
solteiro
solteiro
solteira
casade
solteira

solteira

Foi realizado a transformacao do dataset para inteiramente numérico com o objetivo

de utilizar em algoritmos que lidam apenas com dados numéricos como, por exemplo, o

KNN.

3.2 Escolha dos algoritmos

Inicialmente, haviam sido escolhidos dez algoritmos sendo eles CART, C4.5, KNN,

SVM, Rede neural, Random Forest, Ripper, ID3, Regressao logistica e Naive bayes. Devido

a classificacao de texto gerar valores numeéricos, referentes a frequéncia de cada termo que

foi separado, nao foi possivel realizar a transformacao dos dados para o tipo categérico,

pois é mais relevante esses dados serem mantidos como numéricos. Consequentemente,

é necessario remover os algoritmos que trabalham apenas com dados categéricos, sendo

eles ID3, Regressao logistica e Naive bayes.
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4 Resultados

Nesta secao é apresentado os resultados dos testes aplicados, no qual os algoritmos
de classificacdo foram aplicados em 10 amostras nao necessariamente iguais em todos
os testes, com excecao da amostra sequencial, pois foi igual nos testes 1 e 2. Devido a
quantidade de classes e, consequentemente a demora de execucao, o algoritmo CART foi

usado apenas nos testes descritos nas subsecoes 4.3 e 4.8.

4.1 Teste 1

No primeiro teste é comparado as acuracias entre uma amostra com instancias seleci-
onadas de forma sequencial e outra de forma aleatéria, sendo que em ambas foi executado

a classificagdo de texto do atributo historicoFato.

Tabela 3 — Teste 1

ALGORITMO | Teste 1 - Amostra 1 | Teste 1 - Amostra 2

C4.5 57,1164 26,2385
CART - -

KNN 0,3696 0,5504
SVM 21,9963 16,3302
RandomForest 22,9204 0,1834
Rede Neural 0,3696 0,1834
Ripper 58,2255 29,7247

Fonte: Compilagao do autor.

Em ambas as amostras da tabela 2 o algoritmo Ripper foi o que obteve a melhor acu-
racia com 58% na amostra sequencial e 29% na amostra aleatéria, seguido pelo algoritmo
C4.5 com 57% e 26% respectivamente. O que obteve a pior acurdcia foram os algoritmos
KNN e rede neural com 0,36% na primeira amostra e na segunda amostra, além do KNN

e rede neural, o Random Forest também obteve uma acurédcia baixa com 0,18%.

4.2 Teste 2

No Segundo teste ¢é feita a comparacao das acuracias entre uma amostra com ins-
tancias selecionadas de forma sequencial e outra de forma aleatoria, sem a execucao da

classificacdo de texto em ambas as amostras.
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Tabela 4 — Teste 2

ALGORITMO | Teste 2 - Amostra 1 | Teste 2 - Amostra 2

C4.5 38,2624 20,7339
CART - -

KNN 0,3696 0,1834
SVM 26,0628 23,4862
RandomForest 19,5933 18,899
Rede Neural 1,109 3,1192
Ripper 32,1626 20,7339

Fonte: Compilagao do autor.

Novamente, como é mostrado na tabela 3, os algoritmos C4.5 e Ripper obtiveram as
melhores acurédcias com 38% e 32% nessa ordem para a amostra sequencial e 20% em
ambos os algoritmos para a amostra aleatéria. Os algoritmos com acuracia baixa foram

os mesmos do teste anterior e tiveram a mesma acuracia.

4.3 Teste 3

No terceiro teste a amostra é selecionada de forma aleatéria com a execugao da classi-
ficacao de texto, sendo que em metade das instancias o atributo natureza é igual a furto

qualificado e a outra metade igual a roubo.

Tabela 5 — Teste 3

ALGORITMO | Teste 3

C4.5 89,4444
CART 82,9629
KNN 71,6666
SVM 46,6666

RandomForest | 80,7407
Rede Neural 39,4444

Ripper 89,6296
Fonte: Compilagao do autor.

No teste mostrado na tabela 4, os algoritmos com a melhor acuracia foram o C4.5 e
o Ripper, ambos com 89%. J4 os que obtiveram a pior acurdcia foram o SVM e o Rede

Neural com 46% e 39% nessa ordem.



Capitulo 4. Resultados 37

4.4 Teste 4

No quarto teste a amostra é selecionada de forma aleatéria com a execucao da classifi-

cacao de texto, sendo que foi mantido apenas a bag of words e o atributo classe(natureza).

Tabela 6 — Teste 4

ALGORITMO | Teste 4

C4.5 99,8165
CART -
KNN 95,0458
SVM 18,899

RandomForest | 0,3669
Rede Neural 0,1834

Ripper 99,8165
Fonte: Compilacao do autor.

A tabela 5 mostra que os algoritmos com a maior acuracia foi o C4.5 e o Ripper, ambos
com 99%. Os que obtiveram a pior acurdcia foi o Random Forest e a Rede Neural com
0,36% e 0,18% respectivamente.

4.5 Teste 5

No quinto teste a amostra é selecionada de forma aleatéria com a execugao da clas-
sificagdo de texto, sendo que foram retiradas alguns atributos que sdo dataNascimento e

anoQcorrencia.

Tabela 7 — Teste 5

ALGORITMO | Teste 5

C4.5 27,8899
CART -
KNN 0,1834
SVM 20,3669

RandomForest | 0,1834
Rede Neural 0,1834

Ripper 28,9908
Fonte: Compilagao do autor.

Neste teste da tabela 6, os algoritmos com a maior acuracia foram o Ripper e o C4.5
com 28% e 27% nessa ordem. J& os que obtiveram a pior acuracia foram o KNN, Random

Forest e Rede Neural, todos os trés com 0,18%.
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4.6 Teste 6

No sexto teste a amostra é selecionada de forma aleatéria sem a execucgao da classifi-

cacao de texto, sendo que foram retiradas os atributos dataNascimento e anoOcorrencia.

Tabela 8 — Teste 6

ALGORITMO | Teste 6

C4.5 22,0183
CART -
KNN 0,3669
SVM 21,4678

RandomForest | 16,6972
Rede Neural 1,4678

Ripper 20,1834
Fonte: Compilacao do autor.

Como é demostrado na tabela 7, os algoritmos C4.5 e SVM obtiveram a melhor acura-
cia com 23% e 21% respectivamente. Os que tiveram a pior acuracia foram o Rede Neural
e o KNN com 1,46% e 0,36% nessa ordem.

4.7 Teste 7

No sétimo teste a amostra ¢é selecionada de forma aleatéria sem a execugao da classi-

ficacao de texto e sem o atributo historicoFato.

Tabela 9 — Teste 7

ALGORITMO | Teste 7

C4.5 22,9357
CART -
KNN 0,9174
SVM 26,2385

RandomForest | 1,2844
Rede Neural 2,5688

Ripper 21,4678
Fonte: Compilacao do autor.

Como é demostrado na tabela 8, obtiveram as melhores acuracias os algoritmos SVM
e C4.5 com 26% e 22% respectivamente. Os que tiveram as piores acuracias foram o KNN

e Random Forest, ambos com 0,91% e a Rede Neural com 1,18%.
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4.8 Teste 8

Para o ultimo teste foi selecionado o teste com os melhores resultados e entao exe-

cutamos novamente, s6 que aplicando o K-fold cross validation com k igual a 10 (cada

iteragao foi executado de forma separada).

Tabela 10 — Teste 8

ALGORITMO | Teste 8
C4.5 90,9444
CART 80,2777
KNN 52,5
SVM 46,7777
RandomForest 94,5
Rede Neural 48,1666
Ripper 90,6111

Fonte: Compilagao do autor.

Em relacao a acuracia do teste da tabela 9, os melhores resultados ficaram com os
algoritmos Random Forest com 94%, C4.5 e Ripper, ambos com 90%. As piores acuracias
ficaram com SVM e rede neural com 46% e 48% nessa ordem. Foi calculado também as

métricas precisao, revocagao, correlacao de Matthews e F1 score e a figura 19 mostra os

dados obtidos em um gréfico radar.
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Figura 19 — Gréfico radar

Precisao C45
1 - CART

KNM

SVM
== RandomForest
== Fede Meura

== FHipper

F1 score -} Revocacdo

Correlacdo de Matthews

Fonte: Compilagao do autor.

Como pode ver no grafico da figura 19, os algoritmos com os melhores resultado, de
forma geral, foram o C4.5 e o Random Forest atingindo valores como 0,82 e 0,89 no
coeficiente de correlacao de Matthews e 0,91 e 0,94 no F1 score, nessa ordem. Ja o KNN
e o SVM atingiram os piores resultados com 0,11 e 0 no coeficiente de correlagao de

Matthews e 0,09 e 0,38 no F1 score.

4.9 Resultados por algoritmo

Nesta subsec¢ao sera mostrado os resultados por algoritmo dos teste em geral.
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4.9.1 C4.5

Figura 20 — Gréfico C4.5.

Algoritmo C4.5
100

Acuracia

Fonte: Compilagao do autor.

Ao observar o grafico da figura 20, esse algoritmo teve um desempenho melhor nos
testes trés e oito, por conta da quantidade de classe (2 classes sendo elas roubo e furto
qualificado), e no teste quatro, pois a remogao dos 16 primeiros atributos (com excegao

da classe) pode ter afetado a acurdcia de forma positiva.

4.9.2 CART

Figura 21 — Grafico CART.

Algoritmo CART
100

Acuracia

P G <& <&

Fonte: Compilagao do autor.

Com base nas amostras utilizadas, devido a quantidade de classes e, consequentemente
a demora de execugao, s6 foi possivel executar o algoritmo CART nos testes trés e oito,

assim como mostra a figura 21.
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4.9.3 KNN

Figura 22 — Gréafico KNN.

Algoritmo KNN

Acurdcia

Fonte: Compilagao do autor.

Ao observar o grafico da figura 22, esse algoritmo teve um desempenho melhor nos
testes trés e oito, por conta da quantidade de classe (2 classes sendo elas roubo e furto
qualificado), e no teste quatro, pois a remogao dos 16 primeiros atributos (com excegao

da classe) pode ter afetado a acurdcia de forma positiva.

4.9.4 SVM

Figura 23 — Grafico SVM.
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Fonte: Compilagao do autor.

De forma geral, os resultados deste algoritmo, apresentado na figura 23, teve poucas
variacoes, com excecao dos testes trés e oito, no qual obteve as melhores acurécias, ja que

o SVM lida melhor com classificagdo binaria, o que é o caso desses dois testes.
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4.9.5 Random Forest

Figura 24 — Grafico Random Forest.

Algoritmo Random Forest
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Fonte: Compilagao do autor.

Este algoritmo obteve melhores resultados nos teste trés e oito, assim como mostra a
figura 24.

4.9.6 Rede Neural

Figura 25 — Grafico Rede Neural.

Algoritmo Rede Neural
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Fonte: Compilacao do autor.

Como mostra a figura 25, este algoritmo obteve melhores resultados nos testes trés e
oito. Por causa da natureza de caixa preta que o algoritmo possui, nao foi possivel chegar

a uma conclusao do por qué resultou em acuracias baixas.
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4.9.7 Ripper

Figura 26 — Gréfico Ripper.

Algoritmo Ripper

Acurdcia

Fonte: Compilacao do autor.

Este algoritmo obteve melhores resultados nos testes trés, quatro e oito, assim como
¢ mostrado na figura 26. Por causa do funcionamento do Ripper ser, de certa forma,
similar a de uma arvore de decisdo (processo de crescimento e poda, sé que aplicada a
regra e feita de forma repetitiva), a justificativa desta segunda também pode ser utilizada,

no primeiro.

4.10 Discussao

Considerando que a classificagdo de texto gerou, a partir das amostras, uma alta di-
mensionalidade, chegando a 8749 atributos para a amostra selecionada de forma sequencial
e, em média, 14000 para a amostra aleatéria, e apresentando dados ruidosos nesses atri-
butos, uma possivel justificativa para os resultados positivos do Ripper, segundo Cohen
(1995), é que ele foi projetado para ser eficiente em situagoes que apresentem as caracte-
risticas anteriormente citadas. Em relagao ao C4.5, segundo Nalini; Sheela (2014), assim
como um algoritmo de arvore de decisao, ele possui robustez para dados ruidosos e capa-
cidade de aprender expressoes disjuntivas, o que favorece para uma alta acurdcia em uma
classificacdo de documentos.

De forma geral, os atributos gerados pela classificagdo de texto, mencionados no para-
grafo anterior, possuem uma importancia maior para a classificacao do que os dados dos
16 primeiros atributos. Além disso, é mais dificil de obter uma boa classificagdo quando
um modelo é criado a partir de um dataset, no qual ha poucas instancias para uma grande
quantidade de classes (em média 80 classes). Com isso, os resultados negativos podem
ter sido gerados a partir da combinacao de dois fatores: a importancia dos atributos para

a classificagdo e a grande quantidade de classes para poucas instancias.
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5 Consideracoes Finais

Uma boa seguranca publica é um direito garantido pela constituicao e ¢ uma meta
que vem sendo cobrada pelo brasileiro a um bom tempo. Mas, perante as dificuldades
encontradas, este objetivo parece um sonho distante. Com o aumento de investimento
nos setores de seguranca, essa area esta sendo cada vez mais automatizada para diminuir
o trabalho burocratico e tornar as operagoes de campo mais eficazes. Contudo, ainda nao
é suficiente, visto que o Brasil continua muito atrasado em relacao a tecnologia aplicada
neste segmento.

Tendo em mente que o machine learning tem um grande potencial de uso, gracas a
sua interdisciplinaridade e o seu auto aprendizado, suas aplicagoes para tarefas da area
de seguranca publica variam desde a identificagdo de padroes de crimes até a detecgao de
comportamentos de atividades suspeitas. Dessa forma, ele auxilia de significativamente
os trabalhos dos agentes, minimizando assim, erros humanos provenientes de uma rotina
de trabalho perigosa e exaustiva.

Com isso, este trabalho buscou, por meio da utilizacao de machine learning e algorit-
mos de classificacao, tipificar ocorréncias policiais de forma automatizada, para que erros
cometidos no registro de um ato, criminoso ou nao, possam ser evitados.

Para o objetivo de gerar o dataset do trabalho, foram retiradas amostras, da base de
dados de ocorréncias policiais, com 1800 instancias para cada teste realizado, pois nao
era possivel alocar na memoria o resultado da classificagdo de texto utilizando o dataset
inteiro (465.376 instancias) devido ao tamanho do dataset resultante da classificagdo de
texto. Ja que nao foi possivel realizar a transformacao dos atributos para categoérico,
como foi dito na secao 3.1, para a selecao dos algoritmos de machine learning foi usado
apenas os seguintes: CART, C4.5, KNN, SVM, Rede Neural, Random Forest e Ripper.

Em relagdo aos objetivos gerar os modelos de classificacao e realizar a classificacao,
essas amostras foram submetidas a sete algoritmos citados anteriormente, sendo que em
alguns testes foram realizados a classificacdo de texto e foi utilizado duas formas de
validacao o Hold out na maioria dos testes e k-fold cross validation no ultimo teste.

Ja no objetivo avaliar os resultados, de forma geral, o algoritmo que obteve o resultado
mais satisfatorio foi o C4.5 com picos, em determinadas situacoes, chegando a 99% de
acuracia seguido pelo Ripper, que também teve picos de mesmo valor. Ja os que obtiveram
os resultados mais insatisfatérios foram o KNN e o Rede neural, ambos chegando a uma
acuracia de 0,18%.

Para reafirmar os valores positivos do melhor teste, foi feito uma reexecugdo do mesmo
utilizando a técnica de validacao k-fold cross validation e com a aplicacao de métricas como

precisao, revocagao, correlacao de Matthews e F'1 score.
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Conclui-se entao que a hipdtese mostrou ser verdadeira, pois foi possivel realizar a
classificacao automatica obtendo bons resultados nos testes aplicados, sob contextos es-
pecificos, no qual uma amostra aleatéria foi dividida em duas classes (roubo e furto quali-
ficado), sendo que na primeira situagao foi utilizado a técnica de validagao Hold Out e na
segunda o k-fold cross validation. Para ambas as situagoes foi executado a classificacao
de texto. Ja na terceira, a amostra continha apenas os termos gerados pela classificacao
de texto e o atributo classe.

Como trabalhos futuros foi pensada em criagao de um servico WEB, no qual exibiria
o resultado da predicao da classe de uma instancia de forma simplificada para facilitar a

compreensao dos profissionais que a utilizariam.
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